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	Resumen

	 

	Introducción: la mayoría de las aplicaciones en patología digital se encuentran relacionadas con la oncológica, aunque se han propuesto algunos modelos recientes que permiten evaluar la utilidad en el diagnóstico histológico de microorganismos. Material y métodos: se realizó la siguiente revisión en la que se incluyeron 10 artículos publicados en inglés, que tienen como eje central el diagnóstico histopatológico de microorganismos y diferentes modelos de inteligencia artificial. Discusión: los diseñados se han probado para el diagnóstico de Helicobacter pylori, Mycobacterium tuberculosis, Aspergillus, Mucorales y microorganismos relacionados con onicomicosis. Conclusiones: se recomienda el uso de la inteligencia artificial en el diagnóstico histopatológico de microorganismos como un campo emergente que refuerza la función del patólogo coordinador de los diferentes modelos, optimizando así su función y mejorando los tiempos de trabajo y los niveles de efectividad. 
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	Abstract

	Introduction: most of the digital pathology applications are related to oncology, although some recent models have been proposed to evaluate their usefulness in the histopathological diagnosis of microorganisms. Material and Methods: this review included 10 articles published in English, centered around the histopathological diagnosis of microorganisms and the different artificial intelligence (AI) models. Discussion: the designed AI models have been tested for diagnosing Helicobacter pylori, Mycobacterium tuberculosis, Aspergillus, Mucorales and microorganisms causing onychomycosis. Conclusions: the use of artificial intelligence in the histopathological diagnosis of microorganisms is recommended as an emerging field which assists the pathologist coordinating the different models, thus optimizing his function, and improving workflows and effectiveness levels.  

	 

	Keywords: helicobacter pylori, mycobacterium tuberculosis, algorithms, diagnosis, tissue, deep learning, fungi, artificial intelligence.

	© 2024 Fundación Universitaria de Ciencias de la Salud - FUCS. This is an open access article under the CC BY-NC-ND license (https://creativecommons.org/licenses/by-nc-nd/4.0/).

	 

	Introducción 

	La patología es una especialidad médica que estudia las enfermedades desde el punto de vista macro y microscópico utilizando herramientas morfológicas, moleculares, inmunológicas y microbiológicas, para realizar un diagnóstico definitivo.1 Con el advenimiento de la inteligencia artificial (IA) se busca la creación de algoritmos que potencialmente realicen la interpretación automatizada de muestras citológicas, histológicas y microbiológicas, que sean muy eficaces y conserven la precisión diagnóstica del ojo humano.2 

	 

	Al realizar una búsqueda bibliográfica acerca de patología e inteligencia artificial, es frecuente encontrar que la mayoría de los artículos científicos están enfocados hacia la patología oncológica y de manera específica a algunos apartados como  diagnóstico de cáncer3, evaluación de marcadores de inmunohistoquímica (índice de proliferación celular)4, así como el uso reciente en citometría de flujo y diagnóstico de neoplasias hematolinfoides.5 En otros ámbitos de la patología también se han diseñado modelos que permiten evaluar el uso de la IA en el diagnóstico de microorganismos, aunque la mayoría de las muestras han sido orina, heces y esputo6, y muy pocas en material histológico. 

	A continuación se presentan los más recientes acerca de los análisis histopatológicos de algunos microorganismos y se realiza una revisión comprensible en español que discute los beneficios y riesgos que implica el uso de Ia IA en su diagnóstico histológico. 

	 

	Inteligencia artificial en patología 

	Las aplicaciones de la IA en patología son bastante prometedoras, siendo una opción viable ante la escasez de médicos especialistas en esta área a nivel mundial.7  Los primeros modelos de patología computacional (CPATH) hacen referencia a reglas que buscaban realizar aproximaciones de la imagen de tejidos neoplásicos, basándose en algunas características gráficas como son la textura, orientación y el contraste, que lograrían de forma exitosa identificar dos grandes áreas: el estroma y células tumorales.8,9 

	Los reportes iniciales del modelo de redes neuronales convulsionales (CNN) datan del año 2011, cuando con Imagen net se buscó caracterizar una gran cantidad de imágenes naturales.10 Estos éxitos invadieron el ámbito de la patología alrededor de 2013 y permitieron analizar fragmentos de tejidos que presentaban una alta carga celular o “hot spot”, como por ejemplo el conteo mitótico.11   

	Tres años más tarde se inició el proyecto CAMELYON, el cual fue propuesto como un sistema que brindara soluciones en la detección del compromiso secundario por cáncer de mama en un ganglio centinela.12 Entre las muchas aplicaciones de este proyecto se incluyen la detección de tumores y su clasificación, segmentación de la imagen, detección de mitosis y graduación tumoral.13-15 Una de sus mayores utilidades fue la disminución del tiempo en los análisis de actividades rutinarias que tienen que ver con el quehacer del patólogo, como la evaluación de biopsias tanto de tejidos como de ganglios linfáticos para estadificación, lo cual ayuda en los programas de tamización16 e inclusive se ha encontrado buena correlación interobservador. 

	 

	Entrenamientos débilmente supervisados en patología computacional  

	En el contexto de la segmentación de imágenes, la supervisión débil puede ocurrir en forma de anotaciones manuales escasas, como es la detección de pequeñas regiones usando el sistema de puntos, en donde los píxeles de la imagen son identificados manualmente, lo cual ha demostrado que en conjunto con estrategias avanzadas de aprendizaje en el desarrollo de modelos, puede generar sistemas supervisados de alto rendimiento.17    

	Otro mecanismo es digitalizar las imágenes en forma de parches, asumiendo que en cada uno de estos hay información morfológica que se relaciona con el resto de la imagen completa, sin embargo este mecanismo no sería efectivo en situaciones como lesiones de pequeño tamaño.18 En los últimos años se han presentado una gran cantidad de métodos relacionados con la patología computacional, como solución de algunas de las limitaciones presentadas. A su vez se han proyectado futuras utilidades que a simple vista no podrían ser realizadas por el patólogo, como predecir respuesta a tratamientos, evaluar el riesgo de recurrencia, la supervivencia, así como mutaciones genéticas puntuales.19,20    

	 

	Validación de algoritmos 

	Varios modelos utilizan un conjunto de elementos de prueba para evaluar después el rendimiento final; en la mayoría de los casos corresponde a datos de validación y como tal tienen características que son similares a los casos usados en el entrenamiento. Este tipo de prácticas son excelentes indicadores del desempeño, para llegar a una primera aproximación de entender que tan útil es el algoritmo.21    

	Sin embargo, los algoritmos con excelente validación externa no son útiles en su totalidad y no puede entreverse que tenga una utilidad clínica per se.22 Debido a lo anterior se requiere evaluar estas técnicas emergentes en estudios controlados aleatorizados, que ojalá permitan evaluar a largo plazo los efectos que influyan en la toma de decisiones diagnósticas y terapéuticas.23  

	 

	En la actualidad es importante destacar que la efectividad in vitro de los métodos de patología computacional son difíciles de aplicar en el mundo real. La razón fue expuesta por Campanella y col.24 quienes evidenciaron que los algoritmos se crearon en el contexto de que el patólogo hace solo una tarea, sin embargo, en muchas ocasiones el profesional realiza estudios complementarios de inmunohistoquímica o histoquímica, e incluso realiza interconsulta con otros especialistas, por lo cual aún no se alcanza un 100% de sensibilidad y una baja tasa de falsos positivos.25    

	 

	Metodología de la búsqueda de información de estudios de inteligencia artificial, patología computacional y diagnóstico histológico de microorganismos

	Se revisó una búsqueda en las bases de datos de la literatura biomédica (OVid, ScienceDirect, Scielo y PUBMED) utilizando los términos “artificial intelligence in pathology”,“helicobacter pylori and artificial intelligence”, “mycobacteria diagnosis in tissue”, “mycobacteria and artificial intelligence”, “deep learning in pathology”, “fungus diagnosis and artificial intelligence”. Se incorporaron todos los artículos publicados en inglés hasta abril 2023, que abarcaran las infecciones más frecuentes en tejidos humanos que presentaron digitalización de imágenes histológicas con las coloraciones de rutina (hematoxilina-eosina) y de histoquímicas como periodic acid-Schiff (PAS), giemsa y Ziehl Neelsen (ZN). Se evaluó la calidad de los artículos seleccionados mediante el checklist CLAIM26, el cual es utilizado de manera específica para artículos de IA en imágenes médicas. 

	Resultados de la búsqueda 

	En total se encontraron 10 artículos en la presente revisión, los cuales cumplieron con la calidad CLAIM, en dos de estos no se encontró referencia sobre el manejo previo al procesamiento de datos, lo cual no invalida la evaluación. Solo se han realizado investigaciones en bacterias, hongos y parásitos; no obstante, de forma intencional y con el propósito de organizar la información se abordaron los hallazgos de acuerdo con el género del microorganismo. En cuanto a las bacterias, se ha estudiado el diagnóstico en Helicobacter pylori (Hp) y Micobacterium tuberculosis (Mt) entre los hongos los Aspergillus y Mucorales, así como diferentes estructuras fúngicas en imágenes de tejido con diagnóstico de onicomicosis. No se incluyó el diagnóstico en parásitos puesto que solo hay un artículo publicado en tejido parafinado27, el resto son en heces28 y en extendidos de sangre periférica29, no siendo el objetivo de esta revisión.

	 

	Detección de Helicobacter pylori en biopsias gástricas 

	El Hp es un bacilo ácido alcohol resistente considerado carcinógeno de clase 1, su diagnóstico oportuno es crucial para el tratamiento erradicador.30 El desarrollo de un sistema de aprendizaje profundo por Klein y col.31 permitió la identificación y clasificación de imágenes de biopsias gástricas con la presencia de Hp. La validación adicional se realizó mediante la comparación de la detección microscópica con los estudios de IHQ-PCR. Los resultados mostraron una sensibilidad de 100% y una especificidad de 47.1%. 

	 

	El reporte de Gonçalves32 implementa un preproceso similar para identificar áreas con mayor celularidad, presenta el sistema DeepHP y los experimentos de transferencia de aprendizaje para detectar infecciones por Hp en biopsias gástricas. Se evaluaron las arquitecturas VGG16, InceptionV3 y ResNet5033, concluyendo que los modelos de CNN pueden detectar la presencia del microorganismo y la inflamación en las biopsias gástricas, lo que reduciría la carga laboral de los patólogos.

	 

	El estudio de Franklin y col.34 utilizó IA para diagnosticar gastritis por Hp y gastritis autoinmune en 325 muestras histológicas. El algoritmo mostró una concordancia de 87.3% para gastritis por Hp y de 84.8% para la autoinmune, con una concordancia de 100%, 86% y 57% para patólogos especializados, generales y residentes. Los resultados sugieren que las CNN pueden diagnosticar con precisión las gastritis por Hp y de tipo autoinmune en ambientes controlados de investigación y pueden ser útiles en el entrenamiento de patología gástrica inflamatoria.

	 

	Una cuarta investigación realizada en China por Zishao Zhong y col.35 compara dos herramientas de IA para el diagnóstico de la forma cocoide de Hp, la cual es más persistente que la forma bacilar. El estudio comparó los algoritmos YoloV5 y Faster-RCNN para la detección de objetos. Se encontró que YoloV5 es superior a Faster-RCNN en la detección de Hp en forma cocoide. Luego el sistema fue comparado con los diagnósticos de los patólogos, demostrando que YoloV5 supera a los patólogos junior y tiene un rendimiento similar a los patólogos intermedios y senior.

	 

	Detección del mycobacterium tuberculosis por inteligencia artificial

	La tuberculosis es una enfermedad crónica causada por el agente Mycobacterium tuberculosis (Mt), es un bacilo pequeño de menos de una micra de diámetro que genera retos para su diagnóstico, primero se realiza la tinción especial ácido alcohol resistente y luego el patólogo lo identifica en un campo de 40x, conllevando una gran cantidad de tiempo y recursos para establecer el diagnóstico.36

	 

	Uno de los primeros artículos sobre la detección del Mt fue en 2018, realizado por Xiong y col. en el hospital de Beijing37, quienes adoptaron una CNN denominada tuberculosis artificial intelligence (Tb-AI). En cuanto a los resultados, antes de usar el algoritmo los patólogos habían diagnosticado como positivos 108 de los 201 casos.  Para comparar con el algoritmo se realizaron dos pruebas, en la primera se obtuvo el número de positivos y en el segundo análisis se mejoró la tasa de concordancia en alrededor de 14%. En la actualidad para este algoritmo aún se hace necesaria la presencia del patólogo para la confirmación del diagnóstico y en el caso de un reporte negativo se debe evaluar la calidad de la coloración. Tb-AI presenta una sensibilidad y moderada especificidad, liberando al patólogo en ocasiones de la tediosa tarea de búsqueda del bacilo en el microscopio, disminuyendo los falsos negativos.

	 

	Un segundo modelo diseñado en 2020 en el hospital Cedars-Sinai38, analizó imágenes digitalizadas de tejido con la coloración de ZN. Después se inició la red de aprendizaje activo, para lo cual se utilizó Inception-V3 que se entrena con parches de 256 x 256 píxeles, obteniendo como resultado una sensibilidad de 98% y una especificidad de 91.65%.

	 

	En 2021, Pantanowitz y col.39 utilizaron muestras de dos instituciones separadas, la universidad de Pittsburgh y el Hospital de Wan Fang (Taipei-Taiwan). En cuanto a los resultados se encontró que el algoritmo era capaz de detectar los bacilos en lámina completa aun cuando hubiese fallas en la resolución de la imagen con un área bajo la curva de 0.96; además se observó disminución del tiempo para evaluación de láminas por parte del patólogo y la emisión de un diagnóstico preciso.

	 

	En el ámbito latinoamericano se destaca el trabajo de Sua y col.40 quienes realizaron detección de Mt y M. leprae en diez muestras que ya tenían diagnóstico positivo previo por el patólogo. Los resultados destacaron que todas las muestras categorizadas como positivas también lo fueron para el algoritmo.  Lo mismo sucedió con muestras utilizadas como control negativo que fueron clasificadas como negativas por el modelo. 

	 

	Inteligencia artificial para la detección de hongos causantes de micosis superficiales y profundas 

	A pesar de que existen otros métodos confirmatorios, la histopatología continúa como la más rápida a la hora de tomar decisiones ante el paciente con una micosis sistémica. La observación de ciertas características en las hifas son determinantes para diferenciar un Aspergillus de un Mucorales, por ejemplo.

	 

	Es por esto que Tochigi y col.41 desarrollaron un sistema de inteligencia artificial en el que se determinó el ángulo de las hifas para lograr la caracterización. En cuanto a los resultados, el umbral de la curva se volvía cada vez más una línea recta a medida que aumentaba el número de hifas reconocidas, lo cual se consideró como un método adecuado. Las limitaciones del algoritmo radican en que se pierde la sensibilidad con la detección de estructuras fúngicas organizadas en masas, puesto que no permiten una caracterización definitiva de las hifas.

	 

	A pesar de que las investigaciones en cuanto a patología digital y hongos son escasas, también se han realizado algunos estudios relacionados con micosis superficiales como la onicomicosis, cuya prueba más sensible para el diagnóstico es el análisis histológico con la coloración de PAS.42  Como la realización de estudios histológicos en forma de tamizaje puede ser tediosa, Jansen y col.43 desarrollaron un sistema de clasificación basado en segmentación U-NET, que tuvo como resultados del modelo un valor predictivo negativo de 99% para el resultado negativo y un valor predictivo positivo de 85% para el resultado positivo. Al comparar el modelo con el consenso de expertos, el valor predictivo positivo fue de 88% y el negativo de 87%. La sensibilidad fue 94% y la especificidad 77%.

	 

	Conclusiones

	La mayoría de los estudios realizados en patología digital se centran en la oncopatología y sus futuras aplicaciones clínicas no solo servirán para el diagnóstico, sino para el pronóstico y la predicción de respuesta al tratamiento. Existe un área aún por explorar como es el conjunto de técnicas de patología digital aplicadas al diagnóstico histológico de microorganismos, que de acuerdo con la revisión realizada, los resultados son promisorios pero requieren mayor conocimiento global para su estandarización y futuros usos (tabla 1).

	 

	Cabe destacar que a lo largo del presente escrito, en ninguno de los modelos se plantea el reemplazo total del patólogo por un sistema automatizado, por el contrario, su presencia es invaluable a la hora de coordinar el funcionamiento y de realizar un control de calidad frente a posibles errores de los algoritmos.  El verdadero temor no es la oportunidad que representa la IA de reemplazar al especialista sino por el contrario, desconocer su funcionamiento y sus utilidades. 

	 

	 

	 

	 

	 

	 

	 

	 

	 

	 

	Tabla 1. Tabla resumen de las diferentes revisiones realizadas44-53

	
		
				Nombre

				Microorganismo

				Número de muestras

				Metodología

				Resultados

		

		
				Klein y col. 

				Helicobacter pylori

				191 cib HyE y 286 Giemsa. 

				Comparación de algoritmo, detección microscópica y PCR

				Sensibilidad del algoritmo para detección de Hp: 100%. Especificidad del algoritmo para detección de HP: 47.1%.

		

		
				Gonçalves y col.
 

				 Helicobacter pylori

				283.921 parches negativos y 111.005 positivos. 

				Algoritmo DeepHp y aprendizaje por transferencia.

				Hay diferencias en la detección de Hp e inflamación.

		

		
				Franklin y col.

				Helicobacter pylori

				100 positivos para Hp y 87 positivos para gastritis autoinmune. 

				Comparación de algoritmo HALO-AI versus patólogos para diagnóstico de gastritis por Hp y GA.

				En comparación con el gold standard el algoritmo tuvo una detección del 87.3% HP, 84.8% GA.   

		

		
				Zishao Zhong y col.

				Helicobacter pylori de morfología cocoide

				34 muestras positivas para Hp. 

				Comparación de YoloV5 y Faster-RCNN como algoritmos y patólogos de diferentes niveles de experticia.
 

				YoloV5 es superior al Faster-RCNN.El algoritmo es superior en el diagnóstico que los patólogos junior, no inferior a patólogos intermedios, casi igual a patólogos senior.

		

		
				Xiong y col.

				Mycobacterium tuberculosis

				246 muestras con tinción para BAAR. 

				Patólogos versus algoritmo TB-AI
 

				Dos análisis con mejoría de la concordancia en un 14% entre algoritmo y patólogos.

		

		
				Yang y col.

				Mycobacterium tuberculosis

				167 muestras. 

				Red de aprendizaje activo, modelo Inception V3.  

				Sensibilidad: 98%, especificidad: 91.65%

		

		
				Pantanowitz y col.

				Mycobacterium tuberculosis.

				441 muestras.

				Dos modelos de CNN para evaluación de sensibilidad y especificidad
 

				Algoritmo AUC: 0.96 en detección y disminución de tiempo de trabajo de los patólogos. 

		

		
				Sua y col.

				Mycobacterium tuberculosis y Mycobacterium leprae

				5 casos positivos para M. leprae. 5 casos positivos para M tuberculosis. 10 controles negativos. 

				Pat scan. 

				Todas las muestras positivas fueron detectadas por el algoritmo. 

		

		
				Tochigi y col.

				Aspergillus y Mucorales

				147 de mucormicosis y 67 de aspergilosis. 

				Algoritmo que determina el ángulo de las hifas.  
 

				El algoritmo presenta AUC casi recto.

		

		
				Jansen y col. 

				Dermatofitos

				664 muestras con dermatofitos.

				Segmentación U-NET, patólogos y consenso de patólogos

				Modelo tiene un VPN: 99%, VPP: 85%. S: 94% y E: 77%

		

		
				Abreviaturas: AUC: área bajo la curva, BAAR: bacilo ácido alcohol resistente.  E: especificidad, GA: gastritis autoinmune, HP: Helicobacter pylori, S: sensibilidad, VPN: valor predictivo negativo, VPP: valor predictivo positivo. Fuente: los autores. 
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